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图 1. 概览。 AMB3R-SLAM 是一个实时单目 SLAM 系统，能够在单块消费级 GPU 上重建超过 1 万帧、长达千米级的轨迹。
AMB3R-SLAM 能够同时处理静态和动态场景，并可扩展为接收双目、RGB-D 或 LiDAR 作为额外输入。

摘要

我们提出了 AMB3R-SLAM，这是一个实时单目 SLAM
系统，能够在单块消费级 GPU 上重建超过 1 万帧、长
达千米级的轨迹。我们的模型将用于低延迟在线跟踪
的轻量级前端与一个分层后端相结合，后者逐步施加
局部、中层和全局一致性约束。由于避免使用依赖静
态世界假设的光束法平差（bundle adjustment），我们
的系统无需额外处理即可自然地应对复杂的动态场景。
此外，我们证明了该方法可以扩展为利用双目（stereo）、
RGB-D 和 LiDAR 作为额外输入。AMB3R-SLAM 在

9 个数据集上取得了强劲的相机跟踪性能，在 VBR
和 Oxford Spires 上将此前最先进方法的绝对轨迹误差
（ATE）降低了 70% 以上。在加入 LiDAR 输入后，我
们的模型进一步将 KITTI 和 VBR 数据集上的 ATE
降低到亚米级。
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1. 引言
视觉同时定位与建图（Simultaneous Localization and
Mapping，SLAM）旨在从视频流中进行在线相机跟踪
和稠密三维重建。近来，三维几何基础模型 [36, 72, 75]
在端到端稠密重建方面展现了卓越的能力。在一次性
给定数十张图像的情况下，它们利用一个对所有视图
进行注意力计算的 Transformer，以离线方式直接回归
深度图和相机位姿。然而，视觉 SLAM 要求以低延迟、
有界内存的方式持续进行流式推进。这使得将具有二
次复杂度的三维基础模型适配到该任务上颇具挑战。
近期将几何基础模型扩展到流式视频的尝试，通常

利用因果注意力或递归记忆压缩 [5, 69, 74, 89] 来代替
稠密的双向注意力。虽然这些方法实现了恒定的单帧
运行时间和有界内存，但它们牺牲了局部重建精度，而
且因果方法的顺序链条不可避免地会导致漂移。相比
之下，AMB3R-VO [70] 提出了一种与模型无关的视觉
里程计流程，通过在一组紧凑的活动关键帧内保留完
整的双向注意力，化解了流式效率与几何保真度之间
的权衡。然而，AMB3R-VO 仍然只是一个视觉里程计
流程；由于缺乏全局优化和长程约束，它在长轨迹上依
然会累积漂移。
为了弥合前馈式视觉里程计与大规模 SLAM 之间的

差距，我们提出了 AMB3R-SLAM，这是一个实时单
目 SLAM 系统，能够在单块消费级 GPU 上重建超过
1 万帧、长达千米级的轨迹。与现有基于优化且使用稠
密重建先验的 SLAM 系统 [41, 47, 86] 相比，我们的设
计原则是依赖几何基础模型的前馈预测，并避免依赖
事后估计（例如对应关系）的优化。通过这种方式，我
们的系统能够继承从海量数据中学到的丰富几何先验，
在各种具有挑战性的条件下保持鲁棒。

AMB3R-SLAM 由一个执行低延迟逐帧相机跟踪的
前端和一个分层后端组成；后端通过带跨度为 2（span-
2）边的稠密局部子图构建、稀疏长上下文建图以及回
环检测，逐步保证局部、中层和全局一致性。由于避免
了仅适用于静态世界的光束法平差，我们的方法无需
额外处理即可自然地应对复杂的动态场景。此外，我们
证明了该方法可以轻松扩展到双目、RGB-D和 LiDAR
相机。我们在 9个数据集上的实验结果表明，AMB3R-
SLAM 取得了强劲的相机跟踪结果，并在 VBR [2] 和
Oxford Spires [63] 数据集上将此前最先进方法的绝对
轨迹误差降低了 70% 以上。在加入 LiDAR 作为额外
输入后，我们可以进一步将 VBR [2] 和 KITTI [20] 数
据集上的跟踪误差降低到亚米级。

2. 相关工作
2.1.几何基础模型
几何基础模型 [24, 32, 36, 72, 75] 旨在以前馈方式预测
稠密几何与相机位姿，所遵循的范式要么是增量式范
式 [4, 6, 7, 28, 31, 35, 38, 39, 42, 69, 74, 76, 78, 83, 93]，
要么是全局范式 [12, 15, 19, 27, 62, 68, 70, 72, 76, 80,
81]。学到的数据驱动先验带来了前所未有的泛化能力，
以及对各种挑战性条件的鲁棒性。通过从多样化的视

频数据中学习，这也使动态场景重建 [16, 25, 33, 43,
64, 82, 90] 成为可能。对于大规模场景重建，若干工
作 [11, 26, 79] 将视频划分为相互重叠的块，并通过全
局优化将它们拼接建图。然而，这些方法虽然能够进行
视频建图，但从构造上讲都是基于分块的离线方法。另
有若干方法 [5, 70, 85, 89] 则直接利用几何基础模型本
身来执行视觉里程计。然而，由于缺乏全局一致性，这
些方法往往会产生漂移。

2.2.视觉里程计与 SLAM

视觉里程计（Visual Odometry，VO）[14, 17, 49, 66, 70]
旨在估计相邻帧之间的 6 自由度相机自运动，从而实
时跟踪局部轨迹；而视觉 SLAM [8, 29, 46] 则同时通
过回环检测和全局优化构建全局一致的三维地图，以
校正累积漂移。传统视觉 SLAM 大致可分为基于特征
的方法 [46, 54] 和直接法 [13, 14]。除单目 SLAM 之
外，多模态 SLAM可以融合深度 [48, 77]、双目 [45]或
LiDAR 传感器 [58, 59, 67, 87]，以提供鲁棒的度量尺
度相机轨迹估计。随后，研究转向利用学习得到的稠密
对应关系与可微光束法平差 [37, 65, 66]、神经隐式表
示 [30, 52, 61, 71, 92] 或三维高斯溅射（3D Gaussian
Splatting） [22, 44, 84] 来实现 SLAM。近来，几何基
础模型 [32, 72] 的进展使 SLAM 能够在未标定的设置
下运行 [41, 47, 86]。然而，这些工作仍难以扩展到长
时程、大规模的环境。在本工作中，我们通过一个逐步
保证局部、中层和全局一致性的分层后端，将未标定视
觉 SLAM 的前沿推进到千米级序列。我们的系统还可
以扩展为接收双目、RGB-D 和 LiDAR 作为额外输入，
以实现度量尺度的相机跟踪与重建。

3. 方法
图 2 给出了我们方法的概览。AMB3R-SLAM 将用于
低延迟相机跟踪的轻量级前端与一个逐步施加局部、中
层和全局一致性的分层后端相结合：相互重叠的子图
通过跨度为 2（Span-2）的边提供精确的局部重建与漂
移校正，稀疏长上下文建图引入中程约束，而回环则
施加全局一致性。我们进一步表明，AMB3R-SLAM无
需任何针对特定任务的适配即可自然地处理动态场景，
并能融合包括双目、RGB-D 和 LiDAR 在内的额外模
态。

3.1.前端

前端在当前子图内对每一个新帧执行低延迟的在线相
机位姿跟踪。为了保持高帧率，我们在前端采用了轻量
级骨干网络，即具有 8000万参数的 DA3-Small [36]。对
于每个新帧，我们用锚定关键帧和最近的两帧构建一个
紧凑的记忆，以估计相机位姿，并像 AMB3R-VO [70]
中那样通过鲁棒尺度求解器求解尺度因子。我们在表 1
中展示了其效率与精度。前端的置信度被用于后端中
的视图选择，并且我们持续地利用后端估计对前端重
新锚定，以重置累积的局部漂移。
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图 2. AMB3R-SLAM 概览。 AMB3R-SLAM 由一个执行低延迟相机位姿跟踪的前端和一个分层后端组成；后端通过包含
跨度为 2 的边、长上下文边和回环边的位姿图优化，逐步保证局部、中层和全局一致性。

表 1. 前端漂移与效率评测。前端漂移在每个建图窗口内、重
新锚定之前进行评估。由于分辨率不同，运行速度（FPS）和
峰值显存占用按数据集分别报告。

方法 KITTI [20] TUM [60]
Rerr ↓ ATE%↓ FPS Mem [GB] Rerr ↓ ATE%↓ FPS Mem [GB]

双视图 2.61 12.09 105.6 0.30 5.87 8.84 70.3 0.45
本文（S） 1.41 4.43 78.3 0.40 2.78 5.08 44.8 0.70
本文（B）1.40 2.87 48.0 1.12 1.60 4.33 22.9 1.72

3.2.分层后端

稠密局部建图。虽然前端提供了低延迟跟踪，但其紧
凑的上下文不可避免地会随时间出现跟踪漂移。为了
在足够宽的基线上利用多视图信息，后端每隔 ∆ 帧在
一个包含 n 个连续帧的滑动窗口上构建稠密子图Mk。
我们设 ∆ = n/3，这保证了每个子图不仅与其相邻子
图 Mk+1 重叠，还与 Mk+2 重叠，从而自然地支持
Span-2 边。为了限制后端计算开销，我们在每个子图
内以步长 dstride 进行均匀的时间分组。后端只重建每
组中置信度最高的帧，并对中间位姿进行插值，使模型
能够以少量上下文帧感知宽基线。在这里，我们部署了
一个大型基础模型 [36, 73]，并将每个子图的中间帧设
为参考视图，以减少子图边界处的位姿漂移。重叠子图
之间的坐标对齐沿用 AMB3R-VO [70] 的做法。
稀疏长上下文建图。局部子图只与其 Span-2 邻居相
连。在没有物理回访的情况下，这种顺序结构不可避
免地会在长轨迹上累积漂移。为了在不依赖回环的情
况下抑制漂移，我们额外在多个子图上执行稀疏长上
下文建图，为位姿图提供长程约束。每隔 M 个子图，
我们构建一个覆盖 K 个连续子图的跨子图窗口。为了
限制计算开销，我们在这 K 个子图中采样一组稀疏的
关键帧，得到一个中间重建 C。我们从 C 中提取相距

较远的子图 Mi 与 Mj（|i − j| ≥ 3）之间的相似变
换 Gij ∈ Sim(3)，以向位姿图注入长跨度边。由于模型
在使用稀疏关键帧进行长上下文建图时性能可能下降，
我们仅在满足以下条件时才将边 Gij 纳入图中：(i) C
的置信度保持在局部子图置信度的一定比例以内；(ii)
Mi 与Mj 之间的共视程度足够。
回环检测。尽管稀疏长上下文建图缓解了漂移，千米级
轨迹仍然需要显式的回环来施加全局一致性。我们采
用 DBoW2 [18] 在历史子图Mi 与当前子图Mj 之间
提出回环候选。对于每个候选，我们从两个子图中采样
视图，并用我们的基础模型对其进行联合重建，计算三
维体素占据重叠度以进行局部几何验证。我们滤除旋
转和平移校正量不合理的回环边，以防止在重复性环
境中出现感知混淆（perceptual aliasing）。通过验证的
回环边随后进入式 1 中的位姿图优化。
位姿图优化。我们在关键帧节点 {Si ∈ Sim(3)} 上构
建一个 Sim(3) 位姿图，用于全局轨迹优化。在 Span-2
边、长跨度边和回环边 (i, j) ∈ E 上的目标函数表述为：

{S⋆
i } = arg min

{Si}

∑
(i,j)∈E

ρ
(

rTijWT
ijWijrij

)
, (1)

其中 rij = logSim(3)

(
G−1

ij S−1
i Sj

)
= [νT

ij ,ϕ
T
ij , σij ]

T ∈
sim(3) ∼= R7 将误差分解为平移（ν ∈ R3）、旋转
（ϕ ∈ R3）和对数尺度（σ ∈ R）。为了在不同距离下平
衡平移、旋转与尺度，我们将白化矩阵定义为：

Wij =
√
wij diag

(
I3
dij

, I3, 1
)
, (2)

其中 wij 为边权重，dij = max(∥tij∥, dmin) 按边的基
线长度缩放平移误差，较小的下限 dmin 用于避免除以
零。这衡量的是相对漂移而非绝对漂移，从而防止长程
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图 3. 评测数据集统计。我们可视化了相邻帧之间旋转与平移的统计量，以及每个序列的帧数和轨迹长度。对于 LaMAR，我们
按其真值（gt）帧步长对统计量进行了校准。

平移误差主导优化。我们采用 Huber 损失 ρ 来抑制外
点。得到的 Sim(3) 校正量会被传播到所有帧，在重叠
窗口上使用加权位姿平均 [70]。

3.3.对动态场景的鲁棒性
传统视觉 SLAM 系统严重依赖光束法平差，而它本质
上假设世界是静态的，在存在动态物体时很容易失效。
相比之下，我们的框架在设计上就消除了静态场景假
设。首先，前馈式基础模型 [36, 73] 在多样化的动态数
据上训练，自然地学会了将刚性的相机自运动与运动
物体的刚性或非刚性运动解耦。其次，我们的分层后
端所优化的 Sim(3) 位姿图严格基于相机之间的相对位
姿，而非跨越运动像素的 2D–3D 重投影误差。因此，
我们的系统无需显式的运动分割，即可直接处理复杂
的动态环境。

3.4.扩展到双目与 RGB-D
单目 SLAM 存在尺度模糊问题，在缺乏回环的情况下
会导致连续子图间的累积漂移。在给定双目或 RGB-D
输入时，我们通过将子图校准到度量尺度来约束这种尺
度漂移。我们直接从 RGB-D 传感器获得度量深度 ds

t，
或对已标定的双目图像对通过半全局匹配（semi-global
matching） [21] 获得。对于每个子图 Mk，我们通过
下式估计度量尺度因子 ŝk：

ŝk = mediant∈Mk, u∈Vk,t

(
ds
t(u)

dk,t(u)

)
, (3)

其中 Vk,t 表示有效像素。我们舍弃深度内点比例较低
的尺度估计，以避免非线性的形状畸变。一旦子图被校
准到度量尺度，它们的相对尺度就固定为 sij = 1.0。因
此，式 1 中的位姿图优化从 Sim(3) 退化为 SE(3)，从
而防止沿轨迹的累积尺度漂移。

3.5.扩展到 LiDAR
双目或结构光传感器由于基线三角测量和信号衰减，其
深度误差随距离按 O(z2) 增长；与之不同，LiDAR 通

过直接的脉冲飞行时间（time-of-flight）测距，在数百
米范围内具有几乎与距离无关的 O(1) 误差，精度可达
厘米级。当 LiDAR可用时，我们改为利用基于 ICP的
方法 [67] 来获得位姿图中的相对位姿。当检测到回环
时，我们利用几何基础模型的鲁棒性来估计初始回环
边，再进行基于 ICP的点云精化。由于每条回环边的配
准质量可能不同，我们利用其内点均方根误差（RMSE）
εij 对回环边进行加权：

wij = w̄

(
ε̄

εij

)2

, (4)

其中 w̄ 为回环边权重，εij 为 ICP 配准的内点 RMSE，
ε̄为所有候选回环的 RMSE中位数。通过这种方式，高
质量的回环边被赋予更大的权重，而潜在的错误对齐
则被抑制，从而确保位姿图优化的鲁棒性。

4. 实验
4.1.实验设置
基准。我们在 9 个数据集上评测 AMB3R-SLAM，其
轨迹统计如图 3所示。对于千米级室外跟踪，我们使用
KITTI [20]（0.3k–4.7k帧，0.4–5.1 km）、VBR [2]（8.8k–
18.8k帧，1.0–5.2 km）和 Oxford Spires [63]（4.0k–13.5k
帧，0.26–0.80 km）。对于包含室内外混合穿行的建筑
级采集，我们使用 LaMAR [55] 和 CroCoDL [1]。对
于房间级序列，我们使用 TUM RGB-D [60]、ETH3D-
SLAM [57] 和 EuRoC [3]。对于动态场景，我们使用
Bonn 动态数据集 [50]。这些数据集合在一起，覆盖了
从几米范围的桌面运动到 5 km 连续城市驾驶的各种情
形。
基线方法。我们主要与最先进的流式 VO/SLAM 系统
进行比较：LoGeR [89]、LingBot-Map [5]、MASt3R-
SLAM [47]、VGGT-SLAM2 [40] 和 AMB3R-VO [70]。
离线方法 [9, 10, 51, 53, 79]（包括基于分块的方法 [11,
36, 76]）仅作参考展示。在动态场景上，我们还额外与
专为运动物体设计的方法 [34, 91] 进行比较。为了将我
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表 2. KITTI 上的 ATE [m]↓ 比较。

类别 方法 00 01 02 03 04 05 06 07 08 09 10 平均
4.5k/3.7km 1.1k/2.5km 4.7k/5.1km 0.8k/0.6km 0.3k/0.4km 2.8k/2.2km 1.1k/1.2km 1.1k/0.7km 4.1k/3.2km 1.6k/1.7km 1.2k/0.9km

离线 Scal3R [79] 4.30 45.29 42.06 3.36 1.74 3.30 2.49 2.03 36.69 12.32 6.46 14.55
Glob3R [10] 2.77 53.12 30.10 1.53 0.75 2.80 2.67 1.77 32.76 5.51 11.51 13.21

分块
VGGT-Long [11] 8.64 61.21 52.72 8.78 4.20 9.88 4.67 2.66 72.98 31.84 27.71 25.94
π3-Long [76] 5.55 114.83 50.29 1.63 1.11 3.48 2.88 3.92 24.25 7.38 17.61 21.17
DA3-Long [36] 5.13 78.76 35.64 5.38 3.18 3.04 2.83 2.32 26.55 8.86 13.42 16.83

在线

DROID-SLAM [65] 92.10 344.60 107.61 2.38 1.00 118.50 62.47 21.78 161.60 72.32 118.70 100.28
VGGT-SLAM2 [40] TL 163.65 TL 50.04 19.38 159.58 46.35 57.80 TL 167.96 76.99 92.72
DA3-SLAM 91.07 263.25 136.08 3.72 6.79 50.41 115.39 33.34 28.67 67.67 14.36 73.71
MASt3R-SLAM [47] OOM 530.37 OOM 18.87 88.99 159.43 92.00 OOM 263.75 TL 153.07 186.64
AMB3R-VO [70] 167.38 276.12 157.07 22.06 6.91 149.11 55.94 37.25 85.68 134.73 52.15 104.04
LingBot-Map [5] 27.17 70.94 112.02 2.02 1.36 26.14 16.61 10.48 23.82 17.84 6.48 28.63
LoGeR [89] 30.47 47.91 36.32 5.38 1.95 26.34 6.60 5.55 24.41 10.12 10.11 18.65
本文 3.67 55.91 31.55 4.80 2.04 2.68 3.33 1.73 23.56 9.03 5.96 13.11
本文（双目） 2.67 56.04 29.89 2.29 0.74 1.71 3.69 1.46 23.46 5.63 6.05 12.15

LiDAR

PIN-SLAM [52] 0.87 5.23 2.34 0.44 0.11 0.26 0.15 0.27 1.85 1.20 0.71 1.22
↪→ SE(3) 0.88 5.43 2.71 0.72 0.12 0.31 0.45 0.30 1.88 1.23 0.74 1.34

本文（LiDAR） 0.86 2.95 1.53 0.27 0.16 0.28 0.19 0.28 2.03 1.12 0.74 0.95
↪→ SE(3) 0.86 3.07 1.70 0.45 0.28 0.31 0.29 0.30 2.03 1.13 0.76 1.01

表 3. Oxford Spires 上的 ATE [m]↓ 比较。

方法 keb_02 keb_03 keb_04 keb_05 obs_01 obs_02 ble_05 chr_02 chr_03 chr_05 bod_02 平均
6.0k/292m 5.7k/282m 13.5k/779m 11.5k/701m 5.7k/396m 5.5k/391m 6.8k/384m 11.2k/637m 6.2k/262m 4.0k/801m 5.0k/685m

VGGT-SLAM2 [40] 20.56 16.20 24.71 30.02 8.97 7.42 3.56 30.09 4.90 28.13 63.24 21.62
DA3-SLAM 2.86 3.88 4.34 7.97 18.69 3.87 14.84 8.89 6.93 15.48 44.78 12.05
LoGeR [89] 6.14 4.50 5.35 13.37 7.35 8.76 5.51 9.33 1.46 21.79 10.92 8.59
LingBot-Map [5] 4.30 2.15 4.37 6.65 4.33 3.53 6.99 13.34 2.20 36.05 10.91 8.62
本文 (Ω) 0.75 0.34 2.03 0.74 0.40 0.75 5.60 0.72 0.19 1.27 10.15 2.08
本文 0.80 0.55 2.06 1.15 1.78 1.74 6.74 2.23 0.25 2.09 6.11 2.32

们系统本身的贡献与其骨干网络的贡献区分开，我们
进一步将 DepthAnything 3 [36] 集成到 VGGT-SLAM
流程中，并将这一受控基线称为 DA3-SLAM。
评价指标。遵循先前工作 [5, 47, 70, 89, 91]，我们在
KITTI、VBR、Oxford Spires、TUM和 Bonn上报告绝
对轨迹误差（ATE RMSE）。遵循 VidMap [53]，我们在
ETH3D-SLAM 和 EuRoC 上报告平移误差在 5 cm 到
10 m阈值范围内的 AUC。在 LaMAR和 CroCoDL上，
以及在 VBR 上的消融实验中，我们报告 VidMap [53]
的窗口化 AUC（W-AUC），它以给定长度的轨迹片段
为单位进行评估，阈值设为该长度的 5%。
实现细节。我们的前端使用 DA3-Small（0.08B），后端
使用一个 Giant 规模的模型 [36]；Ours (Ω) 表示使用
VGGT-Ω [73] 作为后端的同一流程，我们将其纳入以
表明我们的系统与底层几何基础模型无关。除非另有
说明，Ours 表示单目系统。

4.2.评测

大规模室外场景。在千米尺度上，AMB3R-SLAM 是
唯一能够匹敌乃至超越离线全局重建方法的在线方
法（表 2–3）。在 KITTI 上（表 2），我们的单目版
本取得了 13.11 m 的平均 ATE，比领先的在线竞争者
（LoGeR，18.65 m）低 30%，比最好的基于分块的方法
（DA3-Long，16.83 m）低 22%，并略优于离线 SfM 方
法（Glob3R [10]，13.21 m）。在更多样化的室外轨迹上
评测时，我们的优势变得更大。在 VBR上（表 4），其
城市序列最长可达 18.8k 帧、5.2 km，AMB3R-SLAM

表 4. VBR 上的 ATE [m]↓ 比较。

方法 col_0 cam_0 cam_1 pin_0 spa_0 dia_0 cia_1 平均
8.8k/1.5km 12.0k/2.7km 11.7k/3.0km 11.1k/1.3km 14.1k/1.6km 10.0k/1.0km 18.8k/5.2km

离
线

VGGT-Long [11] 45.73 132.68 115.65 64.40 58.49 33.66 187.97 91.23
π3-Long [76] 81.63 86.54 71.49 49.85 54.27 28.07 118.81 70.09
DA3-Long [36] 65.78 88.12 102.28 41.08 55.93 4.15 11.21 52.65

在
线

VGGT-SLAM [41] 102.92 110.77 89.69 72.98 62.67 35.62 144.02 88.38
DA3-SLAM 97.19 93.57 91.61 81.82 65.44 36.61 192.95 94.17
LoGeR [89] 49.38 22.44 34.90 11.08 27.05 32.88 44.51 31.75
LingBot-Map [5] 15.02 20.34 9.94 30.60 23.59 22.75 64.34 26.65
本文 (Ω) 2.52 26.43 3.72 3.95 5.10 2.66 5.66 7.15
本文 3.95 9.29 6.73 10.75 5.94 3.36 11.92 7.42

Li
D

A
R PIN-SLAM [52] 1.69 0.74 0.14 0.46 0.31 1.10 1.24 0.81

↪→ SE(3) 1.70 0.74 0.17 0.50 0.32 1.10 1.25 0.83
本文（LiDAR） 0.22 1.01 0.28 0.18 0.10 0.25 0.50 0.36
↪→ SE(3) 0.22 1.02 0.28 0.37 0.10 0.25 0.52 0.39

将平均 ATE 从 26.65 m（LingBot-Map）和 31.75 m
（LoGeR）降低到 7.42 m（使用 Ω 时为 7.15 m），误差
降低了 72%，同时也显著优于所有基于分块的方法。在
Oxford Spires 上（表 3 和图 4），AMB3R-SLAM 将平
均 ATE从 8.59 m（LoGeR）降低到 2.32 m（使用 Ω时
为 2.08 m），降幅达 73%。我们的方法在包含具有挑战
性的“室内—室外—室内”过渡的 Christ Church 5 序
列上展现出显著更好的相机跟踪性能，体现了其在不
同工况下的鲁棒性。
建筑级室内外采集。遵循 VidMap [53]，我们在表 5 中
于 LaMAR [55]和 CroCoDL [1]上进行评测，二者的轨
迹平均都超过 100 m，且包含具有挑战性的条件和分布
外环境。与现有的 SLAM系统（如 DA3-SLAM）相比，
我们方法的优势随窗口长度增加而扩大。在 CroCoDL
（一个在分布外的灾害现场建筑中采集视频的数据集）
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图 4. Oxford Spires 数据集上的定性展示。

表 5. 在 LaMAR 和 CroCoDL 上的评测（未标定）。我
们报告平移误差的窗口化 AUC [53]。

方法 LaMAR [55] CroCoDL [1]
10 m 25 m 50 m 100 m Full 10 m 25 m 50 m 100 m Full

离
线

GLOMAP [51] 76.4 69.4 60.1 53.6 62.3 77.8 66.6 60.0 65.9 76.4
DA3-Long [36] 86.7 86.7 84.6 78.1 76.5 86.2 88.1 88.5 88.8 88.9
VidMap [53] 91.9 92.3 89.9 89.3 88.5 94.0 95.0 95.3 93.0 95.5

在
线

LoGeR [89] 65.9 64.5 60.3 60.1 59.8 50.0 56.7 57.9 63.7 63.8
LingBot-Map [5] 69.2 75.6 75.0 72.7 69.6 54.4 66.3 69.9 72.2 72.0
VGGT-SLAM2 [40] 74.0 69.2 60.3 49.4 56.9 62.8 64.3 66.0 62.5 74.9
DA3-SLAM 82.5 76.4 67.9 60.8 62.5 77.1 72.5 65.9 57.6 70.9
MASt3R-SLAM [47] 60.8 63.6 55.6 47.3 51.5 51.8 57.3 60.2 65.2 70.0
MegaSaM [34] 77.5 68.4 59.9 51.4 52.7 50.2 50.2 43.5 35.2 50.1
ViPE [23] 86.6 83.8 80.2 78.1 76.6 66.7 68.2 68.6 70.7 71.4
本文 (Ω) 88.9 89.3 87.7 85.5 84.7 88.6 90.1 91.0 92.2 91.7
本文 88.7 87.2 83.8 78.0 75.7 90.9 90.8 90.1 91.8 91.2

上，我们的方法以显著优势超越所有在线方法，并超过
了离线的 GLOMAP（76.4%）和 DA3-Long（88.9%）。
这些结果证明了我们的系统在严重的域外条件下防止
漂移的有效性。
室内场景。房间级序列测试的是相反的工况：此时累积
漂移很小，跟踪质量主要由局部精度决定。在这种情
况下，我们的方法同样始终领先。在 TUM RGB-D 上
（表 6），AMB3R-SLAM取得了 2.3 cm的平均 ATE，比
此前最好的在线方法 AMB3R-VO（3.2 cm）误差降低
28%。值得注意的是，尽管为保持实时性能，我们的基
础模型使用了明显更小的帧预算，我们仍然超越了所
有离线和基于分块的方法。这表明我们的系统并没有以
牺牲局部保真度为代价换取全局一致性。在 ETH3D-

表 6. TUM RGB-D 上的 ATE [cm]↓ 比较。 † 表示仅在
关键帧位姿上进行评估的方法。

方法 360 desk desk2 floor plant room rpy teddy xyz 平均

离
线

Scal3R [79] 6.6 5.5 2.9 18.9 4.5 11.0 3.2 9.5 5.0 7.4
Glob3R [10] 8.1 1.8 2.6 3.0 1.8 5.0 2.2 3.7 0.9 3.2
SAILRecon [9] 7.0 2.4 4.2 10.7 3.1 11.3 2.0 3.7 1.2 5.1

分
块

VGGT-Long [11] 11.8 5.8 11.1 11.8 7.1 15.5 14.0 12.0 9.9 11.0
π3-Long [76] 11.5 4.7 5.2 16.0 8.5 11.4 14.3 8.1 5.2 9.4
DA3-Long [36] 5.9 3.4 4.2 10.7 6.0 10.5 20.6 12.6 4.4 8.7

在
线

DROID-SLAM† [65] 20.2 3.2 9.1 6.4 4.5 91.8 5.6 4.5 1.2 15.8
MASt3R-SLAM† [47] 7.0 3.5 5.5 5.6 3.5 11.8 4.1 11.4 2.0 6.0
LoGeR [89] 10.6 3.2 4.6 10.3 4.6 9.8 3.0 8.4 2.2 6.3
MUSt3R [4] 7.8 5.1 7.1 5.0 4.0 9.9 4.3 4.2 1.3 5.4
VGGT-SLAM2† [40] 5.0 2.5 2.9 10.2 2.6 6.3 2.6 3.8 1.4 4.1
LingBot-Map [5] 6.3 2.8 4.4 5.9 4.4 9.2 2.4 3.6 1.1 4.4
AMB3R-VO [70] 4.6 1.9 2.8 3.2 2.9 5.8 2.3 3.7 1.1 3.2
本文（单目） 3.6 1.4 2.2 2.6 2.3 2.9 1.8 2.9 0.7 2.3
本文（RGB-D） 3.6 1.4 2.2 2.7 2.0 2.8 1.8 2.8 0.8 2.2

SLAM 上（表 7），AMB3R-SLAM 将 AUC@5 cm 从
38.7%（ViPE）提升到 44.0%，并在每个阈值下都保持
领先。在 EuRoC 上，快速的无人机运动导致所有先
前的在线系统在严格阈值下崩溃，而我们的方法依然
鲁棒，甚至超过了经过大量优化的离线方法 VidMap
（11.5）。
动态场景。我们还展示了在 Bonn动态数据集上的性能
（表 8）。AMB3R-SLAM取得了 1.3 cm的平均 ATE，并
在全部 8 个序列上都是最精确的方法，相比 WildGS-
SLAM（2.3 cm）误差降低 43%，相比MegaSaM（3.5 cm）
降低 63%。值得注意的是，这些结果使用的是与静态
场景完全相同的流程，没有任何针对特定任务的适配。
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表 7. 在 ETH3D-SLAM 和 EuRoC 上的评测（未标定）。
我们报告平移误差的 AUC [53]。

方法 ETH3D-SLAM [57] EuRoC [3]
5 cm 10 cm 50 cm 1 m 10 m 5 cm 10 cm 50 cm 1 m 10 m

离
线

GLOMAP [51] 20.4 30.9 58.7 67.4 77.8 0.4 1.8 16.1 29.7 70.7
DA3-Long [36] 19.0 37.2 73.6 84.4 98.0 0.1 0.8 31.4 57.6 95.4
VidMap [53] 51.4 68.3 90.1 94.0 99.0 11.5 31.6 79.1 89.4 99.0

在
线

LoGeR [89] 6.4 16.9 57.7 73.8 95.9 0.1 0.5 18.2 45.1 92.6
LingBot-Map [5] 13.1 27.8 68.3 81.3 97.2 0.1 0.7 32.0 55.5 91.7
VGGT-SLAM2 [40] 26.4 44.1 75.7 84.3 97.1 1.3 7.8 55.4 74.2 96.9
MASt3R-SLAM [47] 8.9 21.6 65.3 77.0 96.4 1.6 5.6 51.0 71.9 97.0
MegaSaM [34] 38.4 53.9 79.2 86.7 98.0 0.8 5.7 50.3 73.2 97.3
ViPE [23] 38.7 54.9 78.3 85.7 97.6 1.3 6.2 55.4 75.0 94.0
本文（单目） 44.0 60.6 84.7 90.4 98.8 20.3 44.0 85.5 92.8 99.3
本文（RGB-D） 44.8 61.8 85.3 90.7 98.9 – – – – –

表 8. Bonn 动态数据集上的 ATE [cm]↓ 比较。
方法 bal_1 bal_2 crd_1 crd_2 per_1 per_2 mov_1 mov_2平均
DSO [14] 7.3 21.8 10.1 7.6 30.6 26.5 4.7 11.2 15.0
DROID-SLAM [65] 7.5 4.1 5.2 6.5 4.3 5.4 2.3 4.0 4.9
MonoGS [44] 15.3 17.3 11.3 7.3 26.4 35.2 22.2 47.2 22.8
DynaMoN [56] 6.8 3.8 6.1 5.6 2.4 3.5 1.4 2.6 4.0
MonST3R [88] 5.4 7.2 5.4 6.9 11.9 11.1 3.3 7.4 7.3
MegaSaM [34] 3.7 2.6 1.6 7.2 4.1 4.0 1.4 3.4 3.5
WildGS-SLAM [91] 2.8 2.4 1.5 2.3 3.1 2.7 1.6 2.2 2.3
本文 (Ω) 1.7 2.0 1.3 1.3 3.6 2.2 1.6 2.7 2.1
本文 1.3 1.4 1.1 1.2 1.8 1.3 1.0 1.1 1.3

这是因为我们的系统对相机相对位姿进行图优化，而
非光束法平差，从而无需滤除运动物体或对复杂的动
态对应关系进行建模。
额外模态。除单目跟踪外，AMB3R-SLAM还可以通过
固定位姿图的尺度（sij = 1.0）来融合双目和 RGB-D
传感器，将优化从 Sim(3)限制为 SE(3)，从而缓解尺度
漂移。在 KITTI上（表 2），引入双目传感器将平均 ATE
降低到 12.15 m。在室内场景中，RGB-D 输入将 TUM
（表 6）的 ATE 提升至 2.2 cm，并将 ETH3D-SLAM
（表 7）的 AUC@5 cm 提升至 44.8%。
由于深度传感器的量程限制和噪声，这些提升相

对有限。相比之下，加入 LiDAR 作为额外输入后，
AMB3R-SLAM的性能大幅提升。在 KITTI上（表 2），
AMB3R-SLAM（LiDAR）在 Sim(3)下将平均 ATE降
低到 0.95 m（SE(3)下为 1.01 m），优于基于神经隐式表
示的最先进 LiDAR SLAM 方法 PIN-SLAM（1.22 m）。
在 KITTI-01 上——这是一条 2.5 km 的高速公路序列，
视觉特征有限且相机运动迅速，单目跟踪在此漂移严
重——LiDAR 输入将 ATE 从 55.91 m 降低到 2.95 m。
在相机运动更加多样的 VBR 上（表 4），AMB3R-
SLAM（LiDAR）将平均 ATE 降低到 0.36 m（SE(3)
下为 0.39 m）。

4.3.分析

计算分析。如表 9 所示，AMB3R-SLAM 在单块
NVIDIA RTX 4090上实时运行，单目模式下达到 10.2–
17.6 FPS，使用 LiDAR 时达到 31.3–47.8 FPS，同时峰
值显存保持在约 10–14 GB，且不随序列长度增长。几
何基础模型的推理占据了单帧延迟的绝大部分，而回
环检索和 Sim(3) 图优化的开销可以忽略不计。由于优
化的是子图之间的相对位姿，而非在数百万个三维点

表 9. AMB3R-SLAM 的运行时间与显存。我们还报告了
建图、回环检索和位姿图优化的开销分解。

方法 数据集 FPS↑ Mem. [GB]↓ 时间 [ms/帧]↓
建图 检索 PGO

单目 KITTI 17.6 10.3 56.5 0.7 0.17
单目 VBR 10.2 14.0 97.5 1.0 0.12
LiDAR KITTI 47.8 10.5 20.8 0.7 0.05
LiDAR VBR 31.3 14.1 44.0 1.0 0.04

表 10. AMB3R-SLAM（单目）在 VBR 上的消融实验。
我们报告全部 7 个序列上的 W-AUC [%]↑。

变体 W-AUC [%]↑
10 m 50 m 100 m 500 m 1000 m 全程

w/o LC 89.38 86.31 80.94 55.39 47.82 42.02
w/o 白化 88.11 84.65 80.92 77.47 82.79 86.97
w/o SLCM 89.15 86.71 84.28 84.36 88.35 90.46
本文（完整） 89.14 87.81 85.57 86.00 90.17 90.39

表 11. AMB3R-SLAM（LiDAR）在 KITTI 上的消融
实验。我们报告在 3 个含回环的序列上平均的 ATE [m]↓。

变体 ATE ATE (SE(3))
w/o GFM init 1.39 1.45
本文（完整） 1.17 1.23

上进行光束法平差，我们的分层后端可以轻松扩展到
数千米的序列。
消融实验。我们在表 10 中于 VBR 上评测了后端的各
个组件。在没有回环检测（w/o LC）的情况下，AMB3R-
SLAM 在 100 m 以内仍能保持可靠的相机跟踪，但最
终会随时间漂移，W-AUC 在 500 m 处下降到 55.39%，
在完整轨迹上下降到 42.02%。去掉白化矩阵（w/o
whitening）会使所有窗口上的精度下降，因为未经归
一化的平移残差会在较长基线上主导位姿图优化。没
有稀疏长上下文建图（w/o SLCM）时，相机跟踪在回
环稀疏或缺失的 50–1000 m 范围内性能下降。这表明
我们的长上下文边提供了有效的中程约束，能在回环
触发之前限制漂移。
在表 11 中，我们消融了几何基础模型在 LiDAR 流

程中的作用。由于结合 ICP方法的 LiDAR本身已经相
当精确，几何基础模型在这里充当了良好的先验，用于
在回环时初始化配准。通过避免在视角变化下陷入局部
几何极小值，这将平均 ATE 从 1.45 m 降低到 1.23 m。
局限性与未来工作。目前，AMB3R-SLAM通过点云而
非统一、紧凑的表面表示来表达三维结构。因此，在感
知上存在歧义的区域，我们的地图可能出现重复表面或
重影伪影。引入紧凑的表示（例如神经隐式场）可能有
助于维持全局一致的地图。此外，虽然 AMB3R-SLAM
在系统层面通过图优化有效地融合了双目、RGB-D 和
LiDAR，但其底层的几何基础模型仅基于 RGB输入运
行，并未以这些额外模态为条件。探索具有原生多模态
条件输入的基础模型，是进一步提升几何保真度和跟
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踪精度的一个有前景的方向。

5. 结论
我们提出了 AMB3R-SLAM，这是一个实时单目 SLAM
系统，能够在单块消费级 GPU上对超过 1万帧的序列
进行千米级跟踪。通过将轻量级前端与分层后端相结
合，我们的系统逐步施加局部、中层和全局一致性，有
效地扩展到大规模重建。由于我们的系统不依赖基于
静态世界假设的光束法平差，我们表明它无需额外处
理即可应对复杂的动态环境。此外，我们还表明该系统
可以扩展到包括双目、RGB-D 和 LiDAR 在内的额外
模态，以进一步提升其在各种挑战性环境中的鲁棒性。
致谢。本文所述研究得到了 Cisco Research 的资助研
究奖，以及 UKRI资助（编号 EP/S021566/1）的 UCL
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